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Abstract:

The paper deals with the applications of the modern computational methods for
solving complex water management tasks of the collection system operation and
run off capabilities in urban areas through the sewer network. Optimization of the
collection system operation are important background input data for the subsequent
development of the urbanized areas. As the basic functionality of advanced tech-
nologies it is possible to classify the complex problem solving: merging of several
previously separate systems — mathematical hydraulic model, GIS, SCADA (super-
visory control and data acquisition), CIS (customer information system) etc. These
are often treated separately or by the modern GIS system. Relatively new element
to predicting the behaviour of the collection system for input events, such as rain-
falls and the production of wastewaters, is data mining. Data mining is technology
for extracting knowledge (information data knowledge) from large amount of data.
Expansion of this technology is related to the rapid development of the information
technologies and the huge increase in the volume of data in all spheres of our life.
One of the possibilities of using the knowledge technologies is an assessment of the
hydraulic behaviour of the collecting system for selected conditions. Operational
and supervisory control of the network is only possible if there are sufficient data
of the possible behaviour of the network for the foreseeable future events — pre-
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cipitation and provided elements on the network that can be controlled — control
devices, and the retention tanks. Expanding the role of modeling for the operational
management of the network at the same time — hydroinformatics tool can also be
used to quantify such phenomena as the possible flooding of the surface water from
street drains, or assessment of the volume of water extract to the recipient via re-
liever chamber.

With knowledge of these data is their subsequent use quite diverse — the need to
protect the population, the development of an urbanized area, as well as the need for
integrated protection of the recipient.

Key words:
Operation of sewage system, GIS, SCADA, CIS, mathematical modeling, hydroin-
formatics, data mining, development of urban areas.

UvVOD

Vyuzitie znalostnych technoldgii na podporu riadenia a prevadzky stokovej
siete umoznuje nielen optimalizaciu prevadzky stokovej siete, popripade odstranenie
problematickych usekov, ale sluzi aj na stanovenie kapacity stokovej siete. Prave ka-
pacita stokovej siete je udaj, ktory predstavuje percentualne vyuzitie stokovej siete,
resp. informuje o zvysnej kapacite, ktora uzko suvisi s rozvojom urbanizovanych tize-
mi. V uzkej spolupraci s mestami a obcami sa stanovia vyhl'adové plochy a nasledne
sa vypocitaju produkcie odpadovych vod. Pomocou skalibrovaného matematického
hydraulického modelu sa vykonaji simulacie novych projektovanych urbanizova-
nych ploch a vykona sa hydraulicky prepocet kapacity siete (mnozstvo odpadovych
vod v stokovej sieti, rychlost’ prudenia, kapacita kanalizaénych potrubi). Z vysledko-
vych dat sa vyhodnoti sti¢asny stav a v pripade nedostacujticej kapacity stokovej siete
sa navrhn(l opatrenia, ktoré nepriaznivy stav odstrania.

Vytvorenie hydroinformatického systému, ktory by dokazal realne a vecne zo-
brazit’ skutoént situaciu na vybranom prvku vodohospodarskej infrastruktiury bolo
v minulosti neuskutoénitel'nou predstavou. V poslednych rokoch sa tento ciel stal re-
alitou najmé vd’aka prudkému rozvoju vypoétovej techniky a softvérovych aplikacii.
Tento postup reprezentuje vytvorenie matematického modelu, ktory je najpouziva-
nej$im nastrojom hydroinformatiky. Pre vytvorenie matematického modelu stokovej
siete je potrebné ziskat’' a overit’ podkladové data o stokovej sieti. Informacie z GISu
su konzultované s prevadzkovatel'om stokovej siete, pripadné nepresnosti je potrebné
objasnit’ pomocou rekognoskacie stokovej siete. Tento subor dat obsahuje pomerne
vel'ké mnozstvo informacii (priemery potrubi, material potrubi, kota dna Sachty, kéta
terénu Sachty, Cerpacie stanice, odl'ahCovacie komory...) a ich spracovanie vyzadu-
je vy€lenenie dostato¢ného ¢asového priestoru na ich spracovanie a verifikaciu. Hy-
draulicky model je potrebné skalibrovat’ na zaklade dat z mernej kampane vykonane;j
na stokovej sieti v dostatoéne dlhom ¢asovom intervale. Chybajuce data, ktoré sa

108



FOLIA GEOGRAPHICA 21

v
PRESOV 2013 w

pocas mernej kampane nezaznamenali, resp. nevyskytli (napr. urcity zrazkovy thrn
a nasledna odozva na stokovej sieti v podobe prictokov na mernych profiloch), je
mozné pomocou data miningu dopocitat’.

Data mining je proces netrivialnej extrakcie implicitnych, vopred neznamych
a potencialne pouzitel'nych informacii z rozsiahlych dat. Jedna sa teda o proces odha-
Povania skrytych zavislosti v datach a vyhl'adavanie vzorov za ucelom modelovania
a predikcie. Vo vSeobecnosti plati, ze ziskanie relevantnych informacii o vztahoch
veli¢in a zavislostiach v systéme vedie k zefektivneniu ¢innosti, zniZzeniu nakladov,
zvyseniu bezpecnosti, resp. inému druhu profitu. Data mining tak umoznuje vyuzit
plny potencial informacii obsiahnutych v dostupnych datach.

Data mining vyuZziva k ziskaniu znalosti historické data z prislusnej oblas-
ti, nad ktorymi sa aplikuju Statistické metody ako napriklad korelacna, ¢i regresna
analyza. Takéto pristupy umoznuju vel'mi efektivne odhalit’ spolo¢né Crty urcitych
pripadov, taktiez najst’ vztahy vo forme implikacie, teda zavislosti typu: ,,ak velici-
na A stlipa, tak veli¢ina B klesa“. Co je viak ovela podstatnejsie, tieto zavislosti je
mozné pouzitim numerickych predikénych metod kvantifikovat’ a odhadnut’ tak aj
vel'kost’ zmeny veli¢iny B, a to aj pre vyrazne nelinearne systémy. Nevyhodou je ob-
medzenie kladené Statistikou, ktorym je nutnost’ dostato¢ného poctu zaznamov - teda
dostatocného poctu nezavislych experimentalnych merani.

Data mining spolupracuje s viacerymi d’al$imi stvisiacimi oblast’ami, patria
sem najmi matematicka Statistika, matematické modelovanie, neuréonové siete, umela
inteligencia, strojové ucenie, databazové systémy a podobne.

MATEMATICKY MODEL

Zakladné ¢lenenie matematickych modelov pouzivanych vo vodnom hospo-
darstve je mozné podla:

— UcCelu a sposobu aplikacie

— typu systému, ktory ma byt’ simulovany

— miery komplexnosti

— hibky a komplikovanosti vizieb

— rozsahu Casovej a priestorovej schematizacie

Samozrejmé je ¢lenenie modelov podla urovne priestorovej schematizacie
na 1D, 2D a 3D modely.

Pouzitie modelu zaroven predpoklada uskutoc¢nenie niekol’kych krokov spo-
¢ivajucich najmé v dokladnom a kontrolovanom zbere dat o systéme, ktory chceme
transformovat’ do formy matematického systému. Nasleduje vyber vhodného softvé-
rového nastroja, spracovanie a implementacia dat do vlastného modelu a najmé ne-
vyhnutna kalibracia a verifikacia vytvoreného systému. Podl’a rozsahu schematizacie
a ucelu pouzitia st pre vodohospodarsku prax pouzitel'né dva zakladné typy modelov:

— koncepcny (strategicky)

— detailny
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Obr. & 1: Urovne matematickych modelov

Strategicky model

Strategické modely sa aplikuji ako nastroje na velké vodohospodarske sys-
témy s cielom vytvorenia koncepcie, ako podkladu pre strategické rozhodovanie, ¢i
uz o otazkach celkovej Struktury systému, vyuzivani a spolupraci viacerych vodo-
hospodarskych infrastruktarnych prvkov az po optimalizacné ulohy v prevadzkovani
systému.
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Naproti tomu detailné modely st vzhl'adom na ovel'a mensiu mieru schema-
tizacie vyuzitel'né na predikciu konkrétnych ciel'ov v oblasti systémov odvodnenia:

— obnova sieti

— detailné fungovanie systému odkanalizovania

— kapacita systému odvadzania vod

— prieskumy kanalizacnych sieti a balastné vody

— optimalizacia prevadzky Cerpacich stanic

— vypocty hydraulickych parametrov

— zaplavové mapy

— posudenie vplyvu kanalizaénych systémov na rezim kvality vody vo vod-

nych tokoch

— posudenie protipovodnovych opatreni

Nie je potrebné zdoraznit’, ze samozrejmym trendom je vzajomné prepojenie
strategickych a detailnych modelov s naslednou implementaciou modelu do prostre-
dia GIS-u a pri systémoch odvadzania vod v urbanizovanych sidlach aj do prostredia
dispecingu a ZIS-u [4].

MOZNOSTI VYUZITIA HYDROINFORMATICKYCH NASTROJOV

Na baze matematického modelu stokovej siete, resp. systému odvodnenia je
mozné postavit’ mnozstvo aplikacii. Jednou zo zakladnych podmienok je potreba
kalibracie a verifikacie modelu na zéklade porovnania meranych tidajov a modelo-
vanych udajov. Po dosiahnuti Zelanej miery zhody je mozné pristtpit’ k rieseniu jed-
notlivych otazok. Pri vyuziti hydroinformatického systému je ale potrebné zdoraznit’,
ze simuléaciu nie je mozné realizovat’ presne — vzdy ide o zjednodusenie, ktoré sa
nevyhnutne prejavuje skreslenim vysledkovych parametrov. Preto je nevyhnutnym
krokom kalibracia a verifikacia modelu siete, pre ¢o najlepsiu mieru podobnosti real-
neho systému s modelovanym. KI'a¢ovym faktorom pre pouzitic modelu sa tak stava
»inzinierska“ znalost’ prevadzkovatel'a. Model samotny nie je schopny nahradit’ I'ud-
ské zdroje a rozhodnutia pri riadeni, ale sluzi ako podporny rozhodovaci néstroj.

V sucasnosti za¢iname CastejSiec pozorovat’ javy oznacované ako ,,bleskové
povodne®, aj ked’ priliechavejsi nazov by bolo skor extrémne privalové dazde a ich do-
sledky. V priebehu niekol’kych desiatok mintit sa na malom uzemi vyprsi ¢asto aj me-
sacny zrazkovy uhrn a tento jav dokaze vyprodukovat’ odtok aj na takych miestach,
kde dovtedy historicky nebol vobec pozorovany. Pri urbanizovanych tizemiach sa
asto kanalizanym systémom moéze rozsirit’ aj na miesta kde neprsalo, a takto sa
kanalizacia stava zdrojom mozného povodnového ohrozenia. Rovnako je mozné, ze
pri takto zvySenom prietoku cez odl'ahcovaciu komoru ddjde k takému navyseniu
prietoku v recipiente, Ze vyvola povoden.

Predikcia takychto udalosti je prave jednym z predmetov vyskumu v ramci
projektu KC ZATIPS — ,,Kompetencné centrum znalostnych technolégii pre inovacie
produkénych systémov v priemysle a sluzbach®.
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DATA MINING

Proces data miningu sa sklada z viacerych faz. Tie vSak nie st striktne defino-
vané; jednotlivé zdroje literatary ich Casto uvadzaju mierne rozdielne. Jeden z moz-
nych pohl'adov je znazorneny na obr. ¢. 2.

Prvé tri bloky mézeme nazvat’ spoloénym nazvom ,Vyber a spracovanie dat.
V prvej faze sa teda jedna o selekciu relevantnych atribitov z dostupnych datovych
zdrojov. Spracovanie pozostava zo $kalovania dat, odstrailovania zaznamov s chyba-
jucimi hodnotami, konverzie jednotiek, transformacie atribitov a podobne. Data je
teda nutné ocistit’ od neziaducich efektov (chybajiice hodnoty, viacnasobné zazna-
my, poSkodené data, a pod.), vykonat’ Casovo — priestorovu synchronizaciu (prepocet
na rovnaké Casové intervaly, konverzie jednotiek, korekcie atribttov) a pripravit’ ich
tak na samotny proces trénovania modelu.

Obr. €. 2: Znazornenie faz data miningového cyklu

Ciefove - Predspracované Transformované
Hrubé data data data Model Znalost
e
Vyber — Predspra— — Transformacia — Dolovanie — Hodnotenie
dat covanie

Aplikovanie
znalosti

Vo faze dolovania (trénovania modelu) sa postupne prechadzaju trénovacie
data, a hl'adaju sa v nich relevantné vztahy medzi vstupnymi veli¢inami a cielovou
veli¢inou. Tieto vzt'ahy sa postupne integruji do modelu, ktory je schopny predikovat
ciel'ovu veli¢inu na zaklade vstupnych veli¢in.

Existuje vel'ké mnozstvo rozliénych struktar a typov modelov. Medzi najpou-
zivanejSie patria umelé neurénové siete (dopredné, rekurentné, kononenove), rozlic-
né stromové modely (rozhodovacie, regresné, ¢i klasifikacné stromy), Bayessovské
modely, Gaussovské procesy, ¢i modely tvorené radialnymi zakladnymi funkciami.
Taktiez je mozné zvolit’ rozdielne parametre modelu a tiez viaceré Specidlne metddy
ucenia modelu ako st Boosting a Bagging. Po vytvoreni modelu je nutné realizovat’
jeho hodnotenie (validaciu) k odhadnutiu presnosti modelu.

Vo faze hodnotenia kvality modelu sa vyuzivaju rozli¢né ¢iselné charakteris-
tiky. V pripade numerickych spojitych veli¢in, sa Casto pouzivaju Statistické ¢iselné
charakteristiky ako napriklad: stredna kvadraticka chyba, stredna absolutna chyba,
relativna absoltitna chyba, relativna chyba, relativna kvadraticka chyba, ¢i Pearsonov
korela¢ny koeficient.

Po vy¢isleni sledovanych charakteristik modelu stanovenou metédou validacie
dochadza k rozhodovaniu. To spociva v tom, ¢i sa s dosiahnutou kvalitou modelu
uspokojime a je teda dostato¢na pre dana aplikaciu, alebo sa vratime k niektorému
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z predchadzajucich krokov ako st predspracovanie, ¢i trénovanie a pokusime sa zme-
nou struktiry modelu, resp. zmenou trénovacieho algoritmu dosiahnut’ model s lep-
$imi vlastnostami.

APLIKACIE DATA MININGU

Techniky data miningu je mozné aplikovat’ v rozlicnych doménach a odvet-
viach. Jedinymi obmedzeniami s dostupnost’ dostatoéného mnozstva dat (rddovo
tisicky zaznamov) a existencia vzoru, ¢i vztahu (zavislosti) obsiahnutého v datach.
Vel'mi zname su aplikacie vo viacerych oblastiach: marketing (analyza nakupného
kosika), Casticova fyzika (identifikacia elementarnych cEastic), ekologia (modelova-
nie vplyvu koncentracie CO2 na teplote) a informatika (detekcia virusov, spamové
filtre). Techniky data miningu vsak boli uspesne aplikované aj vo viacerych d’alsich
odvetviach — na prvy pohl'ad menej intuitivnych, ako st: ekonomika a bankovnictvo
(vyhladavanie podozrivych bankovych transakcii), bioldgia (mapovanie I'udského
genomu), astronomia (klasifikacia hviezdnych objektov), medicina a zdravotnictvo
(identifikovanie spolo¢nych priznakov chordb, varovné systémy pred pandémiou), i
chémia (modelovanie veli¢in v chemickych reakciach). Existuju vsak aj data minin-
gové aplikacie v oblasti hydrologie a meteorologie, napriklad experimenty realizova-
né v ramci projektu ADMIRE [1] [2]. Prvy spomedzi scenarov — ORAVA je zamerany
na predikciu vysky hladiny a teploty vody na rieke Orava za Gi¢elom varovania pred
prilivovou vinou, ¢i upchatim koryta rieky. Vyuzivaju sa pri tom aj data z meteorolo-
gického modelu Aladin, predpovedajiceho zrazkovii innost’. Dalsi scenar - RADAR
bol zamerany na meteorologicku predpoved’ zrazok na zaklade radarovych matic od-
razivosti. Scenar SVP sa zameriaval na modelovanie topenia horského snehu a jeho
vplyv na vysku rie¢nych tokov.

MODELOVANIE PRODUKCIE ODPADOVYCH VOD

Celkovo data mining s rozdielnymi typmi modelov, trénovacich algoritmov
a validacnych technik, dokaze pokryt’ vel'mi Siroku oblast problémov. Presvedcili
sme sa o tom aj v pripade vyrazne stochastického procesu — produkcie odpadovych
vod. Produkciu odpadovych vod nie je mozné tplne exaktne predpovedat, avsak vyu-
zitim historickych dat je mozné ju Statisticky odhadnut’, za pouzitia vhodnych regres-
nych modelov.

Priklad produkcie odpadovych vod vo vybranej lokalite v priebehu dia je zna-
zorneny na obr. €. 3, kde na osi x je ¢as v minttach; os y predstavuje produkciu od-
padovych vod v litroch za sekundu. Kazdy bod v grafe reprezentuje jedno meranie.

113



P

FOLIA GEOGRAPHICA 21

B 4
w PRESOV 2013

Obr. ¢&. 3: Produkcia odpadovych vod pocas dia
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Tabulka 1: Porovnanie kvality najlep$ich natrénovanych modelov spotreby vody

Model a parametre Korelgény Stredna absolutna Stredna kv,adratickei
koeficient chyba odchylka

MLP* Regressor -N 2 0.7613 1.2485 1.6889
MLP* Regressor -N 10 0.7746 1.2224 1.6475
MLP* Regressor -N 20 0.7746 1.2226 1.6476
RBF** Regressor -N 2 0.7520 1.2799 1.7171
RBF** Regressor -N 10 0.7753 1.2211 1.6451
RBF** Regressor -N 20 0.7755 1.2204 1.6445
IsotonicRegression 0.5918 1.5328 2.0997
K-najblizsich susedov K=5 0.7749 1.2211 1.6464

V tabul’ke 1 su zhrnuté vysledky najlepsich natrénovanych modelov meranej produkcie
odpadovych vod. Vidime, Ze s narastajicim parametrom N (N pocet elementarnych regresnych
funkcii) narasta kvalita modelov. Avsak, pre N vyssie ako 10 sa uz kvalita ustal'uje — saturuje.

*MLP — multi layer perceptron — viacvrstvova neurdénova siet’ tvorena perceptronmi
**RBF — radial basis function — model tvoreny radialnymi zdkladnymi funkciami

V porovnani modelov si mézeme vS§imnut’, Ze viaceré modely dosahuju pri-
blizne rovnakt vykonnost’ (MLP Regressor -N 20, RBF Regressor -N 20, K-najbliz-
Sich susedov K=5). Signalizuje to stav, kedy sme pre dant datova mnozinu dosiahli
maximalnu presnost’, alebo sme vel'mi blizko pri nej. Z dosiahnutych vysledkov vi-
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diet, Ze najlepSie modely dosahuju strednti absolutnu chybu okolo 1,22 litra za se-
kundu. Avsak, ak sa pozorne pozrieme na graf produkcie odpadovych vod od casu,
uvidime, Ze spotreba sa pohybuje vo vyrazne Sirokych intervaloch, preto moézeme
dosiahnutie strednej absoltitnej chyby na troven 1,22 pokladat’ za uspesné.

Je zrejmé, Ze produkcia odpadovych vdd je zavisla okrem hodin dna aj od roz-
nych inych ukazovatelov, napriklad od aktualnej teploty. Preto pridanim d’al$ej vstup-
nej veliiny — teploty vzduchu, mézeme presnost’ modelu vyrazne zvysit. Momental-
ne vsak nemame k dispozicii data o teplote, preto zatial’ tento experiment nemozeme
vykonat'.

MOZNOSTI VYUZITIA DATA MININGU

Modelovanie produkcie odpadovych vdd je len jednym spomedzi mnohych
vodarenskych problémov, v ktorych moze data mining poskytnit’ nové netradi¢né
a efektivne rieSenia. Najzaujimavejsim spdsobom aplikacie data miningu pre pre-
vadzku stokovej siete je stanovenie zrazkoodtokovych procesov a urenie mnozstva
odpadovych vod v kanalizacii v zavislosti od pocasia. Predikcia mnozstva odpado-
vych vod v kanalizaénej sieti je postavena na vstupnych datach, ktoré predstavovuju
mnozstvo zrazok, teplotu vzduchu, vlhkost’ vzduchu. Dal§im vstupnym atribiitom je
uz spomenuta produkcia odpadovych vod. Pre dany experiment je potrebné zozbierat
pomerne vel’ké mnozstvo historickych dat. Zrazkomery a prietokomery, resp. hladi-
nomery je potrebné osadit’ na vytipovanych mernych bodoch po dobu asponn dvoch
rokov. Samozrejme vacsi subor datovych vstupov zvysuje presnost tejto metody.
Tymto pristupom je mozné pomocou metddy data miningu predpovedat’ odozvu spra-
vania sa kanalizacného systému na meteorologické data.

Obr. ¢. 4: Experiment pre techniku data miningu

Nezname:

Me,ra}né: -koef. povrch. odtoku
-zrazky -priemer, sklon potrubi
-teplota vzduchu

-vlhkost vzduchu

-prietok
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Kedze data mining vyzaduje data vo forme zdznamov, a jednotlivé fyzikal-
ne veli¢iny st va¢Sinou merané a zaznamenan¢ s rozdielnymi periodami, alebo do-
konca nerovnomerne; je preto nutné data prevzorkovat’. Je totiz podstatné, aby sme
v pravidelnych ¢asovych okamzikoch vedeli hodnoty vsetkych sledovanych veli¢in.
Na tento ucel je mozné pouzit’ techniku bikvadratickej interpolacie, na zaklade ktorej
sa urcuju hodnoty veli¢in v ¢ase medzi viacerymi meranymi hodnotami. Taktiez je
mozné aplikovanie kizavého priemeru, ¢i kvadratickej regresie namiesto bikvadratic-
kej interpolacie.

Na takto upravenych datach je teda mozné zamerat’ sa na jednu spomedzi
vyssie polozenych tloh, a pouzitim relativne jednoduchych datovych transformacii
pristapit’ az k faze trénovania modelu Specializovaného na zvoleny typ tlohy. Mo-
mentalne pracujeme na definovani konkrétnych tloh a urceni prislusnej datovej trans-
formacie. V buducnosti planujeme natrénovat’ viaceré modely na rieSenie predloze-
nych uloh a porovnat ich s vysledkami fyzikalnych modelov.

ZAVER

Znalostné technologie predstavuju moderné moznosti ako napomdct’ prevadz-
kovatelovi pri beznych operativnych tlohach, ale aj pri rieSeni otazok spojenych so
spravou a udrzbou siete z pohl'adu asset managementu. Spojenim a vyuZzitim spome-
nutych metdd vznika vel'mi u¢inny nastroj na podporu rozhodovania — ¢i uz sa riesia
ulohy spojené napr. s planovanim beznej udrzby siete, alebo jej obnovy, tak aj po na-
ro¢nejsie aplikacie typu riadenie odtoku alebo riesenie krizovych udalosti a napojenie
novych urbanizovanych Gizemi.

Utinné prevadzkovanie stokovej siete je mozné po identifikovani a pochopeni
fungovania celého systému. A prave pre tento Ucel sa Crta vyuzitie prepojenia hy-
draulickych (fyzikalnych) vypoctovych modelov kanalizacie na model DM (tvoreny
technikou data miningu), kedy model DM mdZze namiesto historickych dat pouzit
data z hydraulického modelu a naopak hydraulicky model mdze byt verifikovany
pomocou DM modelu.

Vsetky tieto tlohy majui mnohé spolocné ¢Erty a vyzaduju takmer identické
zluCenie a predspracovanie dat. Nasledne na zlu¢enych a upravenych datach je mozné
riesit’ aj viaceré d’alSie ulohy.

Na rozdiel od tradi¢nych postupov modelovania procesov dynamiky pride-
nia vody na zaklade fyzikalnych rovnic méze byt modelovanie pomocou metéd DM
efektivnejsie tam, kde vystupuji nezname premenné, ktoré vyznamne ovplyviuja fy-
zikalne spravanie. Takymito nezndmymi premennymi st va¢Sinou udaje o aktualnej
produkcii odpadovych vdd, nezname profily potrubi v stokovych sietach ako aj ne-
zname koty dna $acht. Na rozdiel od vypoctového hydraulického modelu st vysledky
k dispozicii okamzite bez naroku na vypoctovy cas a bez naroku na znalosti v oblasti
modelovania a Specidlnych softvérovych zru¢nosti.
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nych systémov v priemysle a sluzbach, kod ITMS. 26220220155, spolufinancovany zo
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SUMMARY

THE USE OF THE KNOWLEDGE TECHNOLOGIES TO SUPPORT
MANAGEMENT AND OPERATION OF COLLECTION SYSTEM AS
A BASIS FOR THE DEVELOPMENT OF THE URBAN AREAS.

Aim of the study was to identify possible background data for the development
of the urban areas in field of the collection systems. In present there are existing more
knowledge technologies as mathematical hydraulic model, GIS, SCADA, CIS etc.
These systems can work separately or can exchange data each other. Hydraulic eval-
uation of the collection system is based on the data from operation of the collection
system. Input data are used for creating mathematical model. Next step is to collect
calibration data from measurement campaign (rainfalls, flow in the collection pipes,
water level in the collection pipes). Based on these data the mathematical hydraulic
model is calibrated and is representing real behaviour on the collection system —
hydraulic evaluation of the system. Another possibilities how to predicted behaviour
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of the collection system is to collect huge amount of the input data and used them for
data mining. Data mining is process of detecting hidden dependencies on the data
and search for the patterns to modelling prediction of the data. Data mining makes
possible to exploit the full potential of the information contained in the evaluated
data. This technology uses knowledge of historical data from the area for applying
statistical methods such as correlation and regression analysis. Efficient operation
of the collection system can be identified only by the understanding of the function-
ality of the whole system. Use of the connections between mathematical hydraulic
models and data mining models can bring better understanding of collection system
behaviour. Data mining model can instead of historical model to use data from the
hydraulic model and mathematical model can be verified using the data mining mod-
el. By joining and using of aforementioned methods involve a very effective tool to
support decision — to solve challenges related to the planning of routine maintenance
or its renewal, as well as the more demanding applications like managing runoff or
responding to crisis events or connection of new urban areas to the existing collection
System.
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